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ственного влияния на распределение температуры в радиальном сечении. Это подтверждает-

ся результатами моделирование изменения температуры дренажного трубопровода с наличи-

ем стенки трубы и металлопокрытия и без них. 

Таблица 1. Теплофизические характеристики материалов теплоизоляции. 

Наименование 
Коэффициент  

теплопроводности, Вт/(м*К) 

Удельный коэффициент  

теплоемкости, Дж/(кг*К) 
Плотность, кг/м3 

Базальтовое волокно 0,039 860 50 

МПБ-50/кт2 0,035+0,17∙10-3tср 845 70 

Blanket 1050 0,011+0,98∙10-3tср 850 64 

Blanket 1260 0,012+0,91∙10-3tср 845 96 

Blanket 1430 0,016+0,56∙10-3tср 855 160 

 

В результате моделирования теплогидравлических процессов было получено распределе-

ние температур на поверхности металлопокрытия. Среднее отклонение результатов модели-

рования трубопровода линии отвода аргона от прямого измерения составляет 7,35 %. Разни-

ца обусловлена наличием сложной геометрии в боксе оборудования, конвективными пото-

ками от нижерасположенного оборудования, не учтенного в модели и не точностью прибо-

ров измерения температуры.  

В дальнейшей перспективе планируется моделирование фазового перехода в рассматрива-

емых системах для определения факторов влияющих на интенсивность протекающих про-

цессов и нахождении пути влияния на эти факторы. 
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Своевременное предсказание возникновения очагов пожаров и прогнозирование динами-

ки горения, непосредственно влияет на масштаб распространения пожаров, степень матери-

ального и экологического ущерба. Большое значение имеет возможность заблаговременного 

предсказания наличия очагов пожара, обеспечивая необходимое время для реализации про-

тивопожарных мероприятий и релокации соответствующей техники [1]. Целью физико-

математических и прогностических моделей является: предсказание вероятности возникно-
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вения пожаров, скорости и динамики их распространения в зависимости от различных эко-

логических и техногенных факторов [2]. Искусственные нейронные сети могут применяться, 

например для детекции возгорания лесного массива, предсказания динамики его развития, 

площади потенциального пожара и точки его появления [3–13]. 

По данным ИСДМ Рослесхоз были построены векторные слои с локациями пожаров с 

2011 по 2020 г. Каждый слой имеет соответствующую атрибутивную таблицу, содержащую 

для каждой пожарной точки: координаты, муниципальное образование, на территории кото-

рого произошел лесной пожар, наименование ближайшего населённого пункта, расстояние 

до него в км, площадь в га, год, дата и др. Метеоданные были получены из открытого архива 

метеостанции. 

Исходный набор данных включал в себя 1398 точек очагов в период с 2000 по 2020 г. 

 

 
Рис. 1. Распределение очагов по местности 

Для получения равномерно распределенных в границах района точек были построены 

сетки точек с шагом 1 км (6641 точек), 2 км (1657 точек) и 5 км (265 точек). 

Данные были разделены на обучающую и тестовую выборки в соотношении 0,75 обуча-

ющая выборка, 0,25 тестовая выборка. В процессе обучения данные были распределены на 

пакеты по 200 точек, из которых 25 % забиралось для валидации модели. 

Для ускорения обучения данные были нормализованы функцией MinMaxScaler библиоте-

ки sklearn: 

�̂�𝑖 =
𝑋𝑖−𝑋𝑖𝑚𝑖𝑛

𝑋𝑖𝑚𝑎𝑥−𝑋𝑖𝑚𝑖𝑛
,                                                                 (1) 

где  𝑋𝑖𝑚𝑖𝑛  и𝑋𝑖𝑚𝑎𝑥 – минимальное и максимальное значение i-й входной величины; 𝑋𝑖 – значе-

ние входной величины. 

На внутренних слоях в качестве функции активации применялась функция ReLU («вы-

прямитель»): 

𝑓𝑡 (𝑥) = max(0, 𝑥).                                                               (2) 

В качестве функции активации на выходном слое применялась функция сигмоида: 

𝑓𝑝(𝑥) =
1

1+exp(−𝑥)
.                                                                (3) 

Была разработана нейронная сеть прямого распространения для определения вероятности 

возникновения очага в точке пространства с применением языка высокого уровня Python 3.8, 

библиотеки Keras с ядром TensorFlow. 
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Рис. 2. Схема нейронной сети для прогнозирования пожарной опасности региона  

с совместным учетом метеоданных и геоданных. Трехслойная полносвязная нейросеть  
с 1 входным слоем, 2 скрытыми слоями и 1 выходным слоем 

         
Рис. 3. График ошибки и точности обучения 

 

 

 

 

 

 

Рис. 4. Карта очагов, полученная  
в результате прогнозирования  
тестовой выборки 
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В данной работе была предпринята попытка применить нейросети и алгоритмы глубокого 

обучения для прогнозирования вероятности возникновения очага лесного пожара в Заиграев-

ском районе. 

В результате при совместном учете погодных условий в день очага и географического по-

ложения очага удалось добиться точности при обучении около 97 % на обучающей и 95 % на 

тестовой выборке.  

Хотя в обучении модель с совместным учетом метео- и геоданных дает высокие значения 

точности, при прогнозировании на ранее не виданных данных не дает необходимого резуль-

тата. Сеть переобучается на погодных данных и может дать хоть сколько-нибудь точный 

прогноз. Наиболее вероятная причина этого состоит в том, что расстояние между точками 

минимум 1 км. Наличие данных только с одной метеостанции не может достоверно отобра-

зить локальные погодные условия в точке возникновения очага пламени. Значения темпера-

туры, влажности воздуха и давления окружающей среды и т. д. могут значительно колебать-

ся на расстоянии даже в 1 км, это обусловлено характером растительности, дистанцией до 

водоема, локальными затенением от облаков и т. д. В связи с чем можно сделать вывод что 

такая задача реализуема районах с высокой плотностью размещения метеостанции, либо при 

значительном увеличении масштаба исследования.  
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