
Введение
Семантическая сегментация изображений за�

ключается в выделении на изображении локаль�
ных областей (сегментов), соответствующих раз�
личным классам объектов. Сегментация снимков
дистанционного зондирования Земли находит при�
менение во множестве областей: геоинформатика,
инжиниринг георесурсов, автоматическое созда�
ние карт местности, градостроительство, анализ
землепользования и т. д. Не смотря на интенсив�
ное развитие методов и алгоритмов классифика�
ции объектов на изображениях, данная задача до
сих пор не решена в полной мере и зачастую неко�
торые этапы данного процесса выполняются опе�
раторами вручную, что приводит к большим вре�
менным затратам и снижению эффективности.
В процессе выполнения работы человеку свой�
ственно уставать, терять концентрацию и эффек�
тивность его работы снижается.

На сегодняшний день существует множество
методов и алгоритмов классификации объектов на
изображениях, в том числе на снимках земной по�
верхности, обеспечивающих хорошие результаты
работы. Однако данным алгоритмам присущи
определенные недостатки, которые более подробно
описаны в следующем разделе [1]. Таким образом,
на сегодняшний день является актуальной задача
разработки методов, алгоритмов и программных
средств, позволяющих автоматизировать данный
процесс и повысить эффективность его работы.

В статье представлен обзор существующих ме�
тодов и алгоритмов, предназначенных для реше�
ния задачи семантической сегментации изображе�
ний. Представлены достоинства и недостатки су�
ществующих алгоритмов. В процессе исследова�
ния было выявлено, что одним из наиболее эффек�
тивных подходов к решению данной задачи явля�
ется применение нейросетевых алгоритмов, а
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Актуальность исследования обусловлена необходимостью разработки методов, алгоритмов и программных средств, обеспе:
чивающих повышение эффективности семантической сегментации данных на снимках дистанционного зондирования Земли. Не
смотря на интенсивное развитие современных методов и алгоритмов, зачастую они не обеспечивают требуемое качество рабо:
ты и надежность, поэтому на сегодняшний день существует потребность в повышении качества семантической сегментации
объектов на изображениях.
Цель исследования: разработка алгоритмов, предназначенных для решения задачи семантической сегментации данных на
снимках дистанционного зондирования Земли.
Объекты исследования: нейросетевые алгоритмы, обеспечивающие семантическую сегментацию данных на изображениях;
методы реализации и обучения искусственных нейронных сетей; алгоритмы обработки изображений.
Методы. Для решения поставленных задач были использованы методы вычислительного интеллекта; методы классификации
образов на изображениях; теория искусственных нейронных сетей; методы обучения искусственных нейронных сетей с исполь:
зованием программного обеспечения Visual Studio; библиотеки глубокого обучения и реализации нейросетевых алгоритмов
Caffe.
Результаты. Был произведён обзор методов и алгоритмов, позволяющих осуществлять семантическую сегментацию данных на
спутниковых снимках земной поверхности. На основании проведенного анализа был сделан вывод, что для решения поставлен:
ной задачи наиболее эффективно использовать нейросетевые алгоритмы. Разработана сверточная нейронная сеть с оригиналь:
ной архитектурой, состоящая из шести слоев. Выполнена программная реализация алгоритма, позволяющая строить карту с изо:
бражением контуров зданий, дорог и фона, на основе входных данных. Представлено сравнение результатов работы различных
алгоритмов обучения для разработанной нейронной сети.
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именно сверточных нейронных сетей, так как они
обладают рядом преимуществ: повышенная устой�
чивость к искажению входных данных; высокая
эффективность классификации образов; меньшее
количество настраиваемых параметров. На основа�
нии этого было принято решение разработать свер�
точную нейронную сеть для решения задачи се�
мантической сегментации данных на снимках ди�
станционного зондирования Земли.

Обзор алгоритмов семантической 
сегментации изображений
Основные подходы к семантической сегмента�

ции изображений включают совокупность исполь�
зования трёх типов алгоритмов: детекторы, де�
скрипторы и классификаторы, которые определя�
ют основные параметры изображения, выделяют
объекты и классифицируют их. В качестве основ�
ных параметров изображения могут служить: яр�
кость, цвет, текстура, углы и границы объектов на
изображении и тому подобное.

Среди наиболее популярных и эффективных
алгоритмов, включающих в себя детекторы и де�
скрипторы, можно выделить алгоритмы SIFT,
SURF, FAST, MSER, HOG [1–6].

Алгоритм SIFT (Scale Invariant Feature Tran�
sform) включает в себя детектор и дескриптор. Де�
тектор SIFT основан на использовании масштаби�
руемых пространств – набора всевозможных, сгла�
женных определённым фильтром версий одного
изображения. При использовании гауссового
фильтра данное масштабируемое пространство
становится инвариантно к сдвигам, вращениям и
не смещающему локальные экстремумы масшта�
бу. Определение ключевых точек выполняется по
трем параметрам: смещение от точного экстрему�
ма при помощи многочлена Тейлора; значение
контраста разности гауссианов; нахождение точки
на границе объекта при помощи матрицы Гессе.
Далее вычисляется ориентация ключевой точки
исходя из направления градиентов соседних точек
[1, 2].

Работа дескриптора SIFT заключается в опреде�
лении градиента изображения, его направления и
модуля, умноженного на вес, для каждого из четы�
рёх секторов вокруг особой точки. Для каждого
сектора составляется гистограмма направлений
градиента, каждое вхождение которого взвешено
модулем этого градиента.

Алгоритм SURF (Speeded Up Robust Features)
является модернизацией детектора SIFT, но вме�
сто функции Гаусса используется её приближение
прямоугольным фильтром 99, что ускоряет полу�
чение результата алгоритма.

В дескрипторе SURF вокруг точки интереса
строится квадратная область и разделяется на ква�
дратные сектора, в которых вычисляются отклики
на вейвлеты Хаара, направленные вертикально и
горизонтально. Данные отклики взвешиваются и
суммируются по каждому из секторов [3].

Алгоритм FAST (Features from Accelerated Seg�
ment Test) не требует вычисления производных по яр�
кости, а сравнивается яркость в окружности от прове�
ряемой точки. Сначала проводится быстрый тест че�
тырёх точек от исследуемой, а затем проверяются
остальные. Количество проверок и их последователь�
ность определяются на обучающей выборке [4].

Алгоритм MSER (Maximally Stable Extremal Re�
gions) основан на определении интенсивности пик�
селей изображения и сравнение их с некоторым по�
рогом (если интенсивность пикселя больше порога,
считаем его белым, иначе – чёрным). Таким обра�
зом, строится пирамида изображений, в начале ко�
торой стоят белые изображения, а в конце – чёрные.
Такая пирамида позволяет построить множество
связных компонент интенсивности, которые будут
инвариантны к аффинным преобразованиям [5].

Алгоритм HOG (Histogram of Oriented Gradi�
ents) – дескриптор ключевых точек, основанный
на подсчёте направлений градиента в локальных
областях изображения. Изображение разделяется
на небольшие связные области, которые называ�
ются ячейками, и для каждой ячейки рассчитыва�
ется гистограмма направлений градиентов и на�
правлений краёв для пикселей внутри ячейки. Вы�
ходом дескриптора является комбинация этих ги�
стограмм [6].

К достоинствам перечисленных алгоритмов
можно отнести высокую устойчивость к различ�
ным геометрическим и фотометрическим преобра�
зованиям и изменению масштаба изображения.
Недостатком данных алгоритмов является низкая
устойчивость работы при изменении углов реги�
страции, условий освещения и при отражающих
поверхностях.

Рассмотрим три класса широко используемых
классификаторов: мешок слов, метод опорных век�
торов и нейронные сети.

Алгоритм мешок слов (Bag of words) относится
к числу наиболее распространённых классов алго�
ритмов классификации изображений [7]. Основ�
ные шаги данного алгоритма:
1) определить особые (ключевые) точки на изобра�

жении;
2) построить дескрипторы этих точек;
3) провести кластеризацию дескрипторов, при�

надлежащих к объектам обучающей выборки
(то есть заполнить словарь «словами»);

4) построить описание каждого изображения в ви�
де нормированной гистограммы встречаемости
«слов» (вычисление для каждого из кластеров
количества отнесённых к нему особых точек
изображения);

5) построить классификатор.
Основные недостатки данного классификатора

заключаются в большом размере словаря. Также
данный алгоритм не учитывает пространственную
информацию об объекте, и при наличии схожих
особых точек на разных объектах их описания мо�
гут совпадать [7].
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Метод опорных векторов (SVM – Support Vector
Machine) – один из наиболее популярных методов
обучения классификаторов. Идея данного метода
заключается в нахождении гиперплоскости для
разделения объектов на классы. Для того чтобы ги�
перплоскость более устойчиво разделяла классы,
она должна находиться от точек выборки на мак�
симальном расстоянии. Это достигается, когда
норма вектора минимальна. Опорными векторами
называются множества, лежащие на границах
областей, разделённых гиперплоскостью [8].

К достоинствам данного алгоритма помимо
простоты реализации можно отнести возможность
применения небольшой обучающей выборки, при
этом классификатор может показывать приемле�
мый результат. Это же является и недостатком –
алгоритм использует не всё множество, а лишь не�
большую их часть на границах областей.

Искусственные нейронные сети (ИНС) – алго�
ритмы, моделирующие способ обработки информа�
ции человеческим мозгом. Представляют из себя
распределённый параллельный процессор, состоя�
щий из элементарных частиц обработки информа�
ции (нейроны) и связей между ними (синаптиче�
ские веса), позволяющих накапливать знания из
окружающей среды и использовать в процессе об�
учения [9]. Обработка информации нейроном ве�
дётся посредством умножения всех входных сигна�
лов на соответствующие синаптические связи, их
суммирования и обработки функцией активации
нейрона, после чего сигнал распространяется даль�
ше по сети. Обучение сети заключается в настрой�
ке синаптических весов в зависимости от выхода
сети [9].

Основным недостатком классических нейрон�
ных сетей для обработки изображений является
большой размер входного вектора данных, в след�
ствии этого увеличивается количество нейронов
каждого слоя и сеть становится громоздкой и
сложной для обучения. Также классические ней�
ронные сети не могут учесть топологию исходного
изображения, так как принимают его целиком.

Этих недостатков лишены свёрточные нейрон�
ные сети (СНС), которые состоят из специальных
сверточных и подвыборочных слоев. СНС имеют
двумерную иерархическую структуру, нейроны
сгруппированы в плоскости, а плоскости сгруппи�
рованы в слои. От слоя к слою размер плоскостей
постепенно уменьшается, таким образом послед�
ние слои имеют классический вид многослойного
персептрона.

СНС основаны на принципах локального вос�
приятия и разделяемых весов. Под локальным вос�
приятием подразумевается, что на вход одного ней�
рона поступают не все выходы предыдущего слоя, а
лишь некоторая определённая их часть [10, 11].

Под разделяемыми весами подразумевается,
что для большинства связей используется неболь�
шой набор весов, называемых ядрами. Ядро пред�
ставляет из себя матрицу, которая применяется к
вектору данных посредством математической опе�

рации свёртки. Суть этой операции заключается в
поэлементном умножении фрагмента изображе�
ния на матрицу ядра, суммировании полученных
значений и записи результата в аналогичную пози�
цию выходного изображения, которое называется
картой признаков. Таким образом, свёрточные
нейронные сети обладают гораздо меньшим коли�
чеством настраиваемых параметров. Также дан�
ный тип нейронных сетей обладает высокой устой�
чивостью к изменению масштаба, сдвигу и поворо�
ту и к другим преобразованиям входных данных
[11–13].

Разработка сверточной нейронной сети
В последние годы СНС показывают высокие ре�

зультаты при решении задач классификации
объектов на изображениях. Эффективность этого
подхода объясняется тем, что сверточные нейрон�
ные сети являются гибким инструментом и позво�
ляют адаптировать свою структуру и параметры
для решения задачи.

На сегодняшний день не существует четко ре�
гламентированных правил реализации структуры
СНС: количество и организация слоев, количество
и размер карт признаков, размер матриц свертки,
выбор алгоритма обучения. При разработке струк�
туры СНС нужно понимать, что небольшое количе�
ство параметров сети может снизить точность
классификации. Однако большое количество пара�
метров увеличивает вычислительную сложности
сети и не всегда обеспечивает улучшение класси�
фицирующих способностей сети. Таким образом,
разработка оптимальной структуры нейронной се�
ти является эмпирическим процессом, который
включает в себя большое количество эксперимен�
тальных исследований. Основной целью экспери�
ментов являлось построение конфигурации ней�
ронной сети с наименьшим числом параметров.

В процессе проведенных экспериментальных
исследований были реализованы СНС различной
архитектуры, включающие в себя разное количе�
ство параметров. Эксперименты показали, что
нейронные сети с упрощенной архитектурой и ма�
лым количеством параметров показывали худшие
результаты. При последовательном усложнении
архитектуры СНС удалось подобрать оптимальную
архитектуру, обеспечивающую высокие результа�
ты классификации (рис. 1). Дальнейшие экспери�
менты по усложнению архитектуры и увеличению
количества параметров СНС не обеспечили улуч�
шение качества классификации, но при этом вре�
мя работы и обучения сети значительно увеличи�
валось.

Данная нейронная сеть состоит из 6 слоев и
включает в себя 3 сверточных слоя, 1 подвыбороч�
ный слой и 2 полносвязных слоя. В качестве вход�
ных данных используются цветные изображения.

Входной слой имеет размер 6464 нейрона.
Данный слой не выполняет каких�либо преобразо�
ваний и предназначен лишь для подачи на него
входных данных.
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Следом за входным слоем расположен первый
скрытый слой С1. Данный слой является сверточ�
ным, содержит 64 карты признаков, каждая из ко�
торых имеет размер 1616 нейронов. Матрица
свертки имеет размер 44 нейрона. Смещение вы�
полняется на 4 нейрона.

Второй скрытый слой P1 является слоем под�
выборки, он состоит 64 карт признаков, каждая из
которых имеет размер 88 нейронов. Матрица
свертки имеет размер 22 нейрона. Смещение вы�
полняется на 1 нейрон. Данный слой уменьшает
размер предыдущего слоя в два раза.

Третий скрытый слой С2 является свёрточным
и состоит из 112 карт признаков, каждая из кото�
рых имеет размер 66 нейронов. Матрица свертки
имеет размер 22 нейрона. Смещение выполняет�
ся на 1 нейрон.

Четвёртый скрытый слой также является свёр�
точным и состоит из 80 карт признаков размера
33 нейрона. Матрица свертки имеет размер
33 нейрона. Смещение выполняется на 1 нейрон.

Пятый скрытый слой FC1 является полносвя�
зным. Данный слой состоит из 4096 нейронов и
имеет структуру в виде одномерного вектора.

Шестой скрытый слой FC2 состоит из 256 ней�
ронов и также и имеет структуру в виде одномер�
ного вектора.

Первые четыре слоя сети имеют двумерную
структуру и предназначены для извлечения приз�
наков на изображении. Последние два слоя имеют
структуру одномерного вектора и предназначены
для классификации признаков, извлеченных на
предыдущих слоях.

На выходе нейронная сеть генерирует вектор из
256 значений, который преобразуется в двумер�
ную матрицу размерами 1616 пикселей в града�
циях серого цвета. Значения каждого пикселя вы�
ходного изображения находятся в диапазоне от
0 до 255.

Инициализация синаптических коэффициен�
тов сети задавалась случайным образом в диапазо�
не от 0 до 1.

При разработке структуры нейронной сети так�
же необходимо подобрать функцию активации, ко�
торая предназначена для вычисления выходного
сигнала искусственного нейрона. Одними из наи�
более эффективных функций активации являются

сигмоидальные функции: логистическая и гипер�
болический тангенс. Данные функции являются
похожими в графическом представлении, но име�
ют различные диапазоны значений [14].

Достоинства сигмоидальных функции заклю�
чается в том, что они позволяют усиливать слабые
сигналы и не насыщаются при сильных сигналах.

Логистическая функция имеет область значе�
ний от 0 до 1 и задается формулой [14]:

где s – сумма входных значений нейрона.
Функция гиперболический тангенс имеет

область значений от –1 до 1 и задается формулой
[14]:

где a и b – константы.
Для решения поставленной задачи была выбра�

на функция гиперболический тангенс, так как она
имеет ряд преимуществ, которые заключаются в
следующем:
• является симметричной относительно начала

координат и обеспечивает более быструю схо�
димость, по сравнению с логистической функ�
цией;

• имеет простую производную;
• имеет максимум второй производной при  =1.

Разработка нейронной сети выполнялась на
языке программирования C++ при использовании
библиотеки глубокого обучения Caffe [15]. Caffe –
это библиотека, позволяющая реализовывать алго�
ритмы глубокого обучения при использовании ар�
хитектуры параллельных вычислений Cuda. На
сегодняшний день данная библиотека является од�
ним из самых эффективных инструментов реали�
зации СНС и позволяет обрабатывать миллионы
изображений в день на одном компьютере. В режи�
ме CPU вычислительные затраты занимают около
20 мс при обработке изображений в пакетном ре�
жиме.

Выбор алгоритма обучения
Обучение нейронных сетей заключается в по�

следовательной корректировке синаптических ве�
сов между нейронами. Одним из самых распро�

( ) tanh( ),f x a bx

1( ) ,
(1 )sf x

e
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Рис. 1. Архитектура разработанной свёрточной нейронной сети

Fig. 1. Architecture of the developed convolutional neural network



страненных и эффективных алгоритмов обучения
для нейронных сетей является алгоритм обратного
распространения ошибки [10, 14]. Своё название
алгоритм получил благодаря тому, что ошибка,
вычисляемая на каждой итерации, распространя�
ется по ИНС от выхода к входу с целью перена�
стройки синаптических весов. В процессе обуче�
ния сети, при подаче входного вектора, выход сети
сравнивается с выходом из обучающей выборки,
формируя ошибку [14]:

где tkj – желаемое значение выхода нейрона; xkj –
текущее значение выхода нейрона.

Корректировка синаптических весов произво�
дится по следующей формуле [14]:

где  – коэффициент скорости обучения; xkj – зна�
чения входа нейрона; kj – ошибка нейрона.

Значение ошибки нейронов сети определяется
по формуле [14]:

где i
(q) – значение ошибки i�го нейрона в слое q;

i
(q+1) – значение ошибки j�го нейрона в слое q+1;

wij – вес связи, соединяющей два нейрона; (fi
(q)(S))’ –

значение производной активационной функции
i�го нейрона в слое q.

Достоинствами данного алгоритма обучения яв�
ляются: простота реализации, возможность исполь�
зовать множество функций потерь, возможность
применения при больших объемах данных. К недо�
статкам алгоритма можно отнести малую корректи�
ровку весов, что ведет к долгому процессу обучения.
При этом возникает задача выбора оптимального
размера шага. Слишком маленький размер шага
приводит к медленной сходимости алгоритма,
слишком большой размер шага может привести к
потере устойчивости процесса обучения [14].

Для решения данных проблем существуют раз�
личные методы оптимизации данного алгоритма.
Из множества существующих методов оптимиза�
ции для обучения и последующего сравнения их
работы были выбраны следующие:
• Nesterov accelerated gradient – метод оптимиза�

ции, основанный на идее накопления импуль�
са, т. е. при длительном движении в одном на�
правлении скорость будет сохраняться некото�
рое время. Для этого необходимо сохранять
несколько предыдущих значений параметров и
вычислять среднее значение, что занимает
слишком много памяти [16].

• AdaGrad (Adaptive gradient) – алгоритм опти�
мизации, принцип которого заключается в сох�
ранении частоты изменения градиента. Идея
заключается в сохранении суммы квадратов об�
новлений для каждого параметра сети. На осно�
ве этой величины регулируются обновления па�

раметров – часто встречаемые обновляются ре�
же, освобождая место для редко встречаемых,
тем самым обеспечивается адаптивная скорость
обучения сети [17].

• Adam (Adaptive moment estimation) – алгоритм
оптимизации, сочетающий в себе принципы на�
копления импульса и сохранения частоты из�
менения градиента. Данный метод обладает
преимуществами обоих рассмотренных выше
методов [18].

Обучение и тестирование разработанного алгоритма
Для обучения и тестирования разработанной

СНС использовалась база изображений, состоящая
из нескольких тысяч спутниковых снимков штата
Масачусетс (США) [19]. Размер каждого изображе�
ния 15001500 пикселей, с разрешением 1 м2/пик�
сель. Среди изображений присутствуют спутнико�
вые снимки (рис. 2) и соответствующие им карты
сегментированных объектов (рис. 3). Все изображе�
ния сгруппированы на обучающую, тестовую и ва�
лидационную выборки в соотношении 0.7/0.2/0.1.

Как видно на рис. 2, изображения содержат
различные классы объектов. Основные объекты,
которые представляют интерес для поставленной
задачи: здания, дороги и фон.

На рис. 3 представлены изображения (карты)
сегментированных объектов. Данные изображения
соответствуют исходным изображениям из обучаю�
щей выборки и предназначены для обучения СНС.

В процессе работы СНС обрабатывает неболь�
шие участки входных изображений в соответствии
с размером входного слоя (6464 пикселя). Таким
образом, происходит последовательное сканирова�
ние входного изображения окном размером
6464 пикселя. В каждом местоположении данно�
го окна нейронная сеть выполняет сегментацию
признаков изображения, формируя на выходе кар�
ту размером 1616 пикселей. Такая разница в раз�
мерах обусловлена тем, что при выборке неболь�
шого участка изображения зачастую тяжело уз�
нать, что на нём изображено (рис. 4). Увеличенный
размер входного участка изображения позволяет
сохранить часть данных для более эффективной
классификации (рис. 4).

ля того чтобы избежать проблемы переобуче�
ния, в пятом полносвязном слое реализован метод
DropOut [20], который заключается в том, что во
время обучения из общей сети многократно и слу�
чайным образом выделяется некоторая подсеть и
обновление весов происходит только в рамках этой
подсети. Нейроны попадают в подсеть с вероятно�
стью 0,5.

С целью регуляризации сети использовалась
L2 регуляризация, которая заключается в боль�
шом штрафе слишком высокого значения веса и
малом при низком значении, что выражается в ис�
пользовании коэффициента регуляризации. Так�
же при обучении выполнялась минимизация
функции потерь при помощи метода Mini�batch
градиентного спуска [20].
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Рис. 2. Снимки дистанционного зондирования Земли

Fig. 2. Images of Earth remote sensing

Рис. 3. Карты сегментированных объектов

Fig. 3. Maps of segmented objects

Рис. 4. Размеры входного и выходного изображения

Fig. 4. Sizes of input and output images



Для увеличения обучающей выборки и повы�
шения инвариантности сети к различным поворо�
там и смене ракурса исходные изображения пово�
рачивались на случайный угол.

При обучении и тестировании применялись
следующие параметры нейронной сети:
• коэффициент обучения 0,0005;
• частота изменения коэффициента обучения 104;
• величина изменения коэфициента обучения 0,1;
• затухание для регуляризации L2 0,0005.

Все эксперименты проводились на следующем
оборудовании: процессор Intel Core i5–4690k
(4GHz), ОЗУ 8ГБ, видеокарта NVIDIA Quadro FX
4800.

Для обучения разработанной СНС исследова�
лась работа трех алгоритмов, которые более по�
дробно описаны в предыдущем разделе: Nesterov
accelerated gradient, AdaGrad и Adam. Конфигура�
ция сети оставалась неизменной. Количество эпох
обучения для каждого случая составило 400.
В табл. 1 представлены результаты обучения.

Таблица 1. Результаты обучения СНС
Table 1. Results of convolution neural network (CNN) training

Из результатов, представленных в табл. 1, вид�
но, что алгоритм обучения Adam даёт лучшие ре�
зультаты относительно остальных. Время обуче�
ния составило 10 ч 24 мин, точность классифика�
ции 85,31 %. Под точностью понимается совпаде�
ние пикселей выхода сети с соответствующими на
тестовой выборке.

На рис. 5 представлены результаты сегментации
изображения сверточной нейронной сетью. Слева

представлено исходное изображение (рис. 5, а),
справа – результат сегментации (рис. 5, б).

Как видно из рис. 5, СНС обеспечивает достаточ�
но высокую эффективность сегментации. Практиче�
ски все здания на снимке были точно выделены, од�
нако присутствуют погрешности при выделении до�
рог. В основном это связано с тем, что в некоторых
областях изображения дороги имеют слабый кон�
траст по отношению к остальному фону и плохо раз�
личимы. Таким образом, в дальнейшем планируется
проведение экспериментов с применением алгорит�
мов по улучшению качества изображений, улучше�
нию контраста и применение различных фильтров.

Сравнение с существующими аналогами
Результаты работы предложенной СНС были

сопоставлены с результатами работы алгоритмов
Inria2 и TeraDeep [21]. Данные алгоритмы явля�
ются закрытыми, поэтому не представлялось воз�
можным реализовать их и протестировать. Резуль�
таты их работы взяты из открытых источников.
В табл. 2 представлено сравнение результатов сег�
ментации разработанной СНС с аналогами.

Таблица 2. Сравнение результатов работы СНС с аналогами
Table 2. Comparison of the neural network performance with

the analogues

Как видно из табл. 2, разработанная СНС усту�
пает по точности сегментации алгоритмам Inria2 и
TeraDeep, но тем не менее показывает хорошие ре�
зультаты на уровне 85,31 %. Как уже было сказа�
но выше, данные алгоритмы являются закрыты�
ми, поэтому сложно сделать однозначные выводы
о их достоинствах и причинах эффективности.

Название алгоритма
Name of algorithm

Точность
Accuracy, %

Разработанная СНС
Developed neural network

85,31 

Inria2 93,93
TeraDeep 94,41

Название алгоритма 
Name of algorithm

Время обучения 
Time of training Точность

Accuracy, %
ч/h мин/min

Nesterov accelerated gradient [16]

10

46 78,13 

AdaGrad [17] 27 77,97

Adam [18] 24 85,31
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Рис. 5. Результаты работы СНС: а) исходное изображение; б) результат сегментации

Fig. 5. Results of the CNN: a) original image; б) segmentation result



В будущем планируется оптимизация струк�
туры СНС, применение новых подходов к обуче�
нию, а также расширение обучающей выборки с
целью получения лучших результатов сегмента�
ции.

Заключение
В процессе выполнения работы была реализо�

вана СНС для решения задачи семантической сег�
ментации снимков дистанционного зондирования
Земли. Были проведены эксперименты по выбору
алгоритма обучения – лучшие результаты были
получены с помощью алгоритма Adam.

Сравнение в другими методами показало, что
разработанная сверточная нейронная сеть уступа�
ет некоторым аналогам, но, тем не менее, выпол�
няет поставленную задачу с достаточно высоким
результатом. Разработанная нейронная сеть вы�
полняет семантическую сегментацию для трех
классов объектов: здания, дороги и фон.

Работа выполнена в рамках Программы повышения
конкурентоспособности ТПУ и при финансовой поддерж�
ке РФФИ в рамках научного проекта №18�08�00977 А
"Создание интеллектуальной системы детектирования,
распознавания и понимания искаженных печатных тек�
стов на изображениях и видео».
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The relevance of the research is caused by the need to develop methods, algorithms and software to improve the effectiveness of se:
mantic segmentation of the Earth scanning images. Today there is a need to improve the quality of semantic segmentation of objects in
images, despite the intensive development of modern methods and algorithms, often they do not provide the required quality of work
and reliability.
The main aim of the research is to develop the algorithms to solve the problem of semantic segmentation of the Earth scanning images.
Objects: neural network algorithms which provide semantic segmentation of images; methods of implementation and training of arti:
ficial neural networks; image processing algorithms.
Methods. To solve the tasks, the authors have used the methods of computational Intelligence; methods of pattern classification on
images; theory of artificial neural networks; methods for training of artificial neural networks using Visual Studio software; deep lear:
ning framework Caffe for implementation of neural network algorithms.
Results. The authors made a review of methods and algorithms which allow carrying out semantic segmentation of images. Based on
the analysis, it was concluded that neural network algorithms provide more efficient results. The authors developed the convolutional
neural network with the original architecture consisting of six layers. Software implementation of the described algorithms is implemen:
ted. It allows building a map of segmented buildings, roads and background based on input data. The paper introduces the comparison
of results of using different learning algorithms for the developed neural network.
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Neural networks, semantic segmentation, pattern classification, image processing, remote scanning of the Earth.
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