
Введение
Графические адаптеры общего назначения

(GPGPU – General Purpose Graphics Processing
Unit) получили широкое распространение среди
персональных компьютеров [1]. Любой современ�
ный настольный ПК или ноутбук оснащён видео�
адаптером, поддерживающим технологии GPGPU,
при этом примерно половина рынка видеоадапте�
ров поддерживает технологию CUDA (Compute
Unified Device Architecture) [2]. Возможность рас�
параллеливания алгоритма позволяет без допол�
нительных затрат увеличить эффективность в
10–150 раз, применяя технологию CUDA [3]. При
этом ключевым моментом, определяющим эффек�
тивность реализации, является степень паралле�
лизма алгоритма, поскольку архитектура GPGPU
как вычислительного устройства подразумевает
значительно большее относительно CPU количе�
ство вычислительных единиц – процессорных
ядер (64–4096 против 1–12) [4].

Обработка нейросетевых процессов – крайне
ресурсоёмкая задача [5]. Доступные на данный мо�

мент библиотеки и алгоритмы для моделирования
нейронных сетей, как правило, не поддерживают
параллельную обработку [6] либо являются узкос�
пециализированными решениями [7–9]. Основной
сложностью переноса вычислений на GPU являет�
ся необходимость разработки алгоритма высокопа�
раллельной обработки [3], который при этом мо�
жет сильно отличаться для нейронных сетей раз�
личных архитектур. В рамках данной статьи будет
описан подход к распараллеливанию нейронной
сети произвольной архитектуры с возможностью
переноса вычислений на графический адаптер об�
щего назначения.

Группировка связей между нейронами 
при моделировании искусственной нейронной сети
Нейронная сеть по определению является

структурой, состоящей из большого количества
простых элементов, взаимодействующих между со�
бой. Именно взаимодействие является ограничива�
ющим фактором при организации параллельной
обработки [3, 10]. Архитектура нейронной сети од�
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Актуальность работы обусловлена тем, что искусственные нейронные сети, будучи наиболее успешным подходом к решению
некоторых задач искусственного интеллекта, предъявляют высокие требования к вычислительным ресурсам. При этом в боль�
шинстве случаев именно высокая вычислительная нагрузка оказывается ограничивающим фактором, снижающим на практике
функциональность и применимость аппарата искусственных нейронных сетей.
Цель работы: повышение эффективности при решении задач искусственного интеллекта с применением искусственных ней�
ронных сетей путём увеличения производительности моделирования за счёт применения высокопараллельных вычислений на
графическом адаптере общего назначения.
Методы исследования. Теоретические исследования выполнены с использованием теории параллельных вычислений, теории
графов, векторной алгебры и методов системного анализа. В ходе экспериментальных исследовании осуществлена апробация
программного комплекса системы анализа изображений с использованием предложенных подходов.
Результаты. Предложен подход для моделирования нейронных сетей различных архитектур с высокой степенью параллелизма
обработки, позволяющий перенести вычисления на графический адаптер общего назначения, заключающийся в группировке
связей между нейронами по признаку их параллелизма по времени обработки. Такая группировка позволила заранее опреде�
лить, какие вычислительные задачи могут выполняться параллельно и какие последовательно, что заметно упростило перенос
вычислений на графический адаптер, а также позволило реализовать пакетную обработку, ускоряющую вычисления и на цен�
тральном процессоре. Достигнутый коэффициент ускорения обработки за счёт использования параллельных вычислений на
графическом адаптере достигает коэффициента отношения его пиковой теоретической производительности к таковой характе�
ристике центрального процессора, что говорит о высокой эффективности предложенного подхода.
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нозначно определяет направление взаимодействий
между нейронами [11]. Предлагается выделить
группы связей между нейронами, которые физиче�
ски могут обрабатываться параллельно, другими
словами – порядок обработки которых не влияет на
конечный результат. Как правило, архитектура
нейронной сети предполагает разбиение нейронов
на группы, или слои, между которыми и происхо�
дит взаимодействие [11]. Для эффективной органи�
зации параллельной обработки предлагается раз�
бивать на группы не сами нейроны, а связи между
ними. Последующая обработка будет опираться на
списки связей нейронной сети, а не на сами нейро�
ны, как это принято в большинстве современных
реализаций [5–9, 11]. Формирование взвешенной
суммы сигналов, входящих в нейроны текущего
слоя, будет осуществляться с максимальной степе�
нью параллелизма на этапе обработки списка свя�
зей. Затем обрабатываются сами нейроны, форми�
руя исходящие сигналы в текущем слое. Такая
группировка позволяет без дополнительных затрат
определить, какие вычислительные задачи могут
выполняться параллельно, а какие последователь�
но (в том числе с указанием порядка последователь�
ности, аналогично слоям нейронов). Другими сло�
вами – в группированных списках связей будет
храниться архитектура нейронной сети, и, опира�
ясь на эти списки, можно будет осуществлять обра�
ботку без нарушения логики самой модели нейрон�
ной сети. Кроме того, при таком подходе значи�
тельно возрастёт степень параллелизма вычисле�
ний, поскольку количество связей между нейрона�
ми в нейронной сети, как правило, значительно
больше, чем количество самих нейронов [11].

В качестве примера предлагается рассмотреть
многослойный перцептрон (MLP – MultiLayer Per�
ceptron), изображённый на рис. 1 и являющий собой
классическую архитектуру нейронной сети [12].

Обработку MLP легко представить как последо�
вательную обработку этапов, каждый из которых
можно обрабатывать параллельно. Нейроны в
каждом конкретном слое не взаимодействуют друг
с другом, однако их обработка требует, чтобы все
нейроны предыдущего слоя были обработаны [12].
Следовательно, каждая конкретная группа связей
будет объединять только те связи, которые входят
в нейроны соответствующего слоя. Таким образом
определяются группы связей и, собственно, после�
довательная и параллельная части всего алгорит�
ма обработки MLP.

Группировка на примерах различных 
топологий искусственных нейронных сетей
Важно отметить, что такое разбиение подходит

для нейронной сети любой топологии. Примерами
частных случаев являются: рассмотренный MLP,
широко распространённые в распознавании обра�
зов свёрточные нейронные сети (CNN – Convolutio�
nal Neural Network) [13], рекуррентные нейронные
сети с обратными связями (RNN – Recurrent
Neural Network) [14]. Кроме того, группы автома�
тически формируют относительный временной по�
рядок трассировки сигнала по сети, что позволяет
полноценно моделировать произвольные сети с об�
ратными связями и задержками сигнала. На рис. 2
изображена ограниченная машина Больцмана
(RBM – Restricted Boltzmann Machine) со схема�
тичным указанием групп параллельных связей.

Топология RBM тривиальна, тем не менее дан�
ная нейронная сеть резко отличается от классиче�
ских моделей тем, что один и тот же слой нейронов
(внешний) используется и как вход сети, и как её
выход [15]. Предложенный подход к обработке
нейронных сетей позволяет моделировать данную
нейронную сеть, организовав две группы, состоя�
щие из одних и тех же связей, но с разным напра�
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Рис. 1. Многослойный перцептрон (MLP) с указанием групп параллельных связей

Fig. 1. MultiLayer Perceptron (MLP) indicating groups of parallel links



влением (что соответствует логике модели RBM).
При этом сохраняется максимальная степень па�
раллелизма вычислений.

Рис. 2. Ограниченная машина Больцмана (RBM)

Fig. 2. Restricted Boltzmann Machine (RBM)

Аналогичным образом строится модель нейрон�
ной сети с обратными связями. Схема нейронной
сети Элмана с указанием групп связей изображена
на рис. 3.

Рис. 3. Нейронная сеть Элмана, частный случай нейронной
сети с рекуррентными связями (RNN)

Fig. 3. Ellman neural network, a special case of Recurrent
Neural Network (RNN)

На схеме, изображённой на рис. 3, группу #1 и
группу #2 можно объединить, не нарушая логику
обработки нейронной сети. Данный пример пока�
зывает, как два различных направления распро�
странения сигнала (между тремя различными сло�
ями нейронной сети) могут быть объединены на
этапе построения сети, повышая тем самым эффек�
тивность обработки при использовании параллель�
ных вычислений.

Аналогичным образом можно построить мо�
дель нейронной сети Хопфилда и других сетей с
временными задержками, а также и другие разно�
видности нейронных сетей. Исключением являют�
ся сети, в которых сигналы и/или взаимодействие
между нейронами происходит не с помощью явно�
го указания связей, а основываясь на некоторых
показателях состояния нейронов и самой нейрон�
ной сети. Примером таких сетей являются самоор�

ганизующаяся карта Кохонена и осцилляторные
нейронные сети [16, 17]. Очевидно, для обработки
таких нейронных сетей, предложенный выше ал�
горитм необходимо отдельно адаптировать.

Предложенный алгоритм разбиения обработки
на последовательные и параллельные части требу�
ет соблюдения следующих условий. Необходимо,
чтобы множество связей между нейронами было
логически отделено от множества самих нейронов.
На практике это означает наличие самостоятель�
ного массива связей между нейронами в памяти
компьютера. Также необходимо хранение в памя�
ти списков связей и нейронов, принадлежащих
каждой группе. В случае, если гарантируется от�
сутствие повторного использования одной связи,
достаточно указать количество связей и нейронов в
группе. Таким образом, предложенный подход
требует минимальных дополнительных затрат по
памяти и обеспечивает максимальную степень па�
раллелизма.

Реализация пакетной обработки
В рамках данного подхода можно также реали�

зовать пакетную обработку – одновременное моде�
лирование некоторого множества экземпляров ис�
кусственных нейронных сетей. Нейронные сети
часто применяются для обработки большого коли�
чества данных [18], например, при попиксельной
или сегментированной обработке изображений и
звуковых дорожек [19, 20]. Очевидно, что такую
обработку можно дополнительно распараллелить,
создав несколько экземпляров нейронных сетей и
объединив связи из всех экземпляров в соответ�
ствующие группы. Схематичный пример органи�
зации пакетной обработки изображён на рис. 4.

Рис. 4. Пакетная обработка – объединение обработки нес�
кольких экземпляров нейронных сетей

Fig. 4. Batch processing – consolidation of processing several
instances of neural networks
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При использовании описанного подхода дан�
ные нейронных сетей (сигналы и весовые коэффи�
циенты) можно хранить в памяти локально (физи�
чески в неразрывной области памяти), что на прак�
тике приводит к более эффективному использова�
нию механизмов кеширования и, как следствие, к
ускорению обработки (до 6 раз) [21].

Тестирование и анализ производительности
Предложенные подходы были использованы

при реализации библиотеки нейросетевой обработ�
ки на языке C++ с использованием технологии CU�
DA для программирования GPU. Тестирование
производилось с точки зрения производительно�
сти, при абстрактной обработке сигналов в нейрон�
ной сети, а также при обучении нейронной сети
распознаванию рукописных символов. Результаты
замеров времени трассировки сигнала по нейрон�
ной сети различной конфигурации в различных
режимах указаны в таблице (CPU Core i5–4670K,
GPU GeForce GTX 770).

Из таблицы видно, что за счёт использования
GPU удалось ускорить обработку примерно в
32 раза, что практически соответствует отноше�
нию пиковых GFLOPS использованных GPU и
CPU – 3213 и 95 GFLOPS соответственно. Это мо�
жет говорить о том, что достигнута практически
максимальная параллельная утилизация GPU (за�
действованы все 1536 параллельных ядер GTX
770). При этом пакетная обработка ускоряет вычи�
сления даже в режиме на CPU (до 4�х раз, за счёт
применения локальности данных), а режим GPU
относительно непакетного режима CPU позволил
ускорить обработку примерно в 120 раз.

Применение разработанной библиотеки при ис�
следовании возможности распознавания образов с
помощью свёрточных нейронных сетей на основе
автоэнкодеров (кластеризаторов в виде многослой�
ных перцептронов с «узким горлом») позволило со�
кратить время обучения с ~5,75 часов до 31�й мину�
ты с помощью режима GPU (обучающая выборка
содержала 60 тыс. образцов). При этом в режиме на
CPU без использования пакетной обработки теоре�
тическое время обучения составило бы ~17 часов.

Выводы
Искусственные нейронные сети генерируют

высокую вычислительную нагрузку, но при этом
предлагают наиболее качественное решение неко�
торых задач искусственного интеллекта. Исследо�
вание искусственных нейронных сетей, так же как
и применение их на практике, может быть ограни�
чено из�за высоких требований к вычислительной
аппаратуре.

Предложенный подход позволяет существенно
повысить производительность вычислений при мо�
делировании искусственных нейронных сетей.
Подход позволил реализовать библиотеку для мо�
делирования разнообразных искусственных ней�
ронных сетей с высокой эффективностью обработ�
ки за счёт достижения максимальной степени па�
раллелизма. Достигнутые коэффициенты ускоре�
ния за счёт применения GPU могут говорить о мак�
симальной параллельной утилизации (задейство�
вании всех параллельных ядер GPU) и, соответ�
ственно, о повышении эффективности моделиро�
вания искусственных нейронных сетей.

Работа выполнена при поддержке Госзадания МОиН РФ.
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Таблица. Время трассирования сигнала по нейронной сети (Single – без пакетной обработки, Batch – с пакетной обработкой
в пересчёте на 1 экземпляр)

Table. Time of signal tracing along neural network (Single – without batch processing, Batch – with batch processing in terms of
an instance)

Количество экземпляров в пакете 
Amount of instance in a batch

1 1 16 256 4096 65536

Тип сети (MLP)/Network type (MLP) 192×8 1024×8 512×8 256×2 64×8 16×4

Общее кол�во нейронов/связей в сети 
Total amount of neurons/links in a network

1538 
258432

8194
7342080

65568
29376512

131584
16908288

2105344
117964800

4325376
52428800

CPU Single, ms. 1,2610 20,2733 110,2064 115,3024 963,3792 1520,4352

CPU Batch, ms. 1,2610 20,2733 82,2590 51,4965 433,9707 371,8467

GPU Batch, ms. 0,4540 1,3140 3,2691 2,2678 13,5141 12,5394
Ускорение GPU, коэфф./GPU acceleration, ratio 2,78 15,43 25,16 22,71 32,11 29,65

Ускорение CPU/GPU относительно CPU Single, коэфф. 
CPU/GPU acceleration relative to CPU Single, ratio

1,00 
2,78

1,00 
15,43

1,34 
33,71

2,24 
50,84

2,22 
71,29

4,10 
121,25
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SIMULATION OF ARTIFICIAL NEURAL NETWORKS USING GENERAL
PURPOSE GRAPHICS PROCESSING UNIT
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The relevance of the discussed issue is caused by the high computational load generating by an artificial neural network simulation, whi�
le the latter is the most successful solution for several AI tasks. In most cases, the high computational load of artificial neural network si�
mulation causes a decline of its functionality and restricts its applicability.
The main aim of the study is to improve the efficiency of resolving the AI tasks using artificial neural networks by improving simulation
performance applying parallel computations on general purpose graphics processing unit.
The methods. The theoretical researches were carried out using concurrency theory, graph theory, vector algebra and methods of sy�
stems analysis. During the experimental study the authors tested an image analysis system software complex that uses the proposed ap�
proaches.
The results. The authors proposed an approach to simulate the variety of artificial neural networks with high degree of parallelism,
which is based on specific precomputation of the groups of compute�time parallel connections between neurons. This group defines ex�
plicitly what parts of overall computational task can be performed in parallel. The approach allows transferring as well a computational
load to graphics processing unit and performing a batch processing on central processing unit. The achieved performance speed�up ra�
tio reaches the ratio of GPU peak theoretical performance to that of CPU indicating the high efficiency of the proposed approach.

Key words:
Artificial neural networks, massive parallelism, general purpose graphics processing unit, CUDA, image recognition.
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