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Введение 

 В настоящее время интерфейсы мозг-компьютер (ИМК) используются в медицине для помощи 

людям с моторными дисфункциями во взаимодействии с окружающей средой [1]. Идея применения 

ИМК заключается в том, чтобы считывать информацию напрямую из мозга пациента и переводить её 

в форму задающего воздействия управляющего устройства системы управления. Примерами объектов 

управления в данном случае могут являться: курсор на мониторе ПК, электрический привод 

инвалидной коляски или робота-манипулятора. 

 Одним из основных элементов ИМК является классификатор сигналов электрической 

активности мозга. Целью данной работы является сравнение и анализ работы наиболее популярных 

алгоритмов классификации ИМК. 

 

Материалы и методы 

 В ходе работы были рассмотрены 3 популярных алгоритма классификации, а именно: 

линейный дискриминантный анализ (LDA), машина опорных векторов (SVM) и многослойный 

персептрон с одним скрытым слоем (MLP) [2]. 

 В качестве входных сигналов ИМК были использованы данные, записанные в институте INRIA, 

Франция с использованием платформы OpenViBE [3]. Всего было использовано 14 наборов данных с 

классификацией двух классов (представление пациентом движения левой или правой рукой). Один 

набор использовался для обучения CSP фильтра и классификаторов, остальные – для тестирования. 

 Для реализации алгоритмов была использована платформа OpenViBE [5], позволяющая 

создавать структуры ИМК с помощью визуального программирования. Использованная нами 

структура основана на базовом примере MI-CSP (см. Приложение А). Она включает в себя фильтр 

Баттервора 5-ого порядка в полосе 8-30 Гц; блоки, фильтрующие данные, соответствующие моментам 

времени, когда пациент выполнял задание; блок CSP spatial filter, реализующий фильтрацию сигнала 

методом common spatial patterns [6]. Последующая цепочка блоков нормализует данные путем 

вычисления функции log(x+1) от среднего квадратичных значений сигнала, и в таком виде данные 

подаются на вход классификаторов. 

 На выходе для каждого набора данных по количеству правильных и неправильных 

предсказаний были рассчитаны чувствительности для каждого класса (см. Таблицу 1). Также по 

каждому событию из набора данных была рассчитана латентность, как временной интервал между 

появлением стимула на экране и временем распознавания класса с вероятностью выше установленного 

порога 75%. Затем по этим данным c использованием критерия Манна-Уитни при статистической 

значимости p<0.05 проверялась нулевая гипотеза о различии латентности при отработке одного 

классификатора на различных наборах данных (см. Таблицу 2), а также о различии латентности между 

классификаторами (см. Таблицу 3). 

 

Результаты 

 В таблице 1 представлены основные параметры работы классификаторов: чувствительность 

для левого и правого класса, 1-й и 3-й квартили с медианой для латентности и максимальной 

вероятности. По совокупным показаниям чувствительности для обоих классов лучшим оказался LDA. 

Латентность оказалась довольно значительной у всех классификаторов, наиболее быстродействующий 

– SVM (медианная латентность 1.82с), наименее – MLP (медианная латентность 3.04). Медианные 

вероятности распознавания не превышают уровня 90%. 

 В таблице 2 представлены значения достигнутого уровня значимости (p-value), рассчитанные 

на основе критерия Манна-Уитни, тех пар наборов данных, у которых нулевая гипотеза 

подтверждается сразу для всех классификаторов. Всего было получено 6 таких пар из 78 
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анализируемых. Явной тенденции в распределении значений не выявлено. В большинстве случаев 

обнаружены статистически значимые различия не только между результатами работы разных 

алгоритмов, но и между наборами данных, полученных в разное время у одного и того же человека. 

 

Таблица 1. Основные показатели работы классификаторов 

Классиф

и- 

катор 

Чувств

итель- 

ность 

левый 

класс 

Чувстви

тель- 

ность 

правый 

класс 

Задер

жка 

Q1, с 

Задер

жка 

ME, с 

Задер

жка 

Q3, с 

Максима

льная 

вероятно

сть 

Q1 

Максима

льная 

вероятно

сть ME 

Максимальн

ая 

вероятность 

Q3 

LDA 0.72 0.86 2.15 2.55 2.89 0.73 0.82 0.92 

SVM 0.54 0.84 1.54 1.82 2.47 0.83 0.90 0.97 

MLP 0.43 0.90 2.32 3.04 3.58 0.63 0.68 0.75 

 

Таблица 2. Сравнение латентности между наборами данных 

1-ый набор 

данных 

2-ой набор 

данных 
LDA p-value SVM p-value MLP p-value 

2 3 0.862988 0.726229 0.745553 

2 4 0.226648 0.742244 0.543048 

3 4 0.348564 0.991008 0.732957 

6 8 0.402726 0.222015 0.089527 

7 9 0.569578 0.09125 0.012379 

9 14 0.632885 0.684896 0.447757 

 

Заключение 

 В результате проведения анализа можно сделать следующие выводы: 

1. LDA и SVM показали результаты, сравнимые с теми, которые наиболее часто встречаются в 

литературе. MLP в нашем случае показал неоправданно низкие результаты, что может быть 

связано с неподходящей архитектурой сети или/и неподходящим типом предобработки сигнала.  

2. Полученные чувствительности и латентности говорят о низкой пригодности для использования 

данных структур ИМК в системах управления. 

3. Несимметричное значение чувствительности для левого и правого класса, а также высокая 

вариабельность латентности распознавания команд у одного пациента в разное время, 

позволяет предположить, что основной причиной снижения качества работы алгоритмов 

являются электрофизиологические особенности каждого человека. Требуются дополнительные 

исследования влияния структуры и параметров электрической активности головного мозга на 

качество распознавания команд в интерфейсе мозг-компьютер. 
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Приложение А 

 Ниже на рисунке 1 представлена использованная реализация структур ИМК в OpenViBE: А – 

обучение модели CSP фильтра, В – обучение классификатора, С – тестирование ИМК 

 
Рис. 1. Реализация структур ИМК в OpenViBE: А – обучение модели CSP фильтра, В – обучение 

классификатора, С – тестирование ИМК 

  


